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Å χ

Å ήϦθД˔ЌˢTidy data ˣ

Å ḩἰД˔Ќ

Å Д˔Ќϼз˔ИрϽ

Å Д˔ЌḚ

内容
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内容

出典：有賀友紀・大橋俊介『RとPythonで学ぶ［実践的］データサイエンス＆機械学習【増補改訂版】』（技術評論社、2021年）  
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データは様々な形で生まれ、変数は現象の「質」または「量」を捉える

ˢQuantitative variables ˣ

Å 数値変数（numeric variables）とも呼ばれる

Å 多くの数値を取る

Å 特殊例：時間（日付）

ל ˢQualitative variables ˣ

Å 少数の値を取り、各値が特定の意味（カテゴリー）を持つ

Å カテゴリカル変数（categorical variables）・因子変数（factor variable）とも呼ばれる

Å 特殊例：二項変数（YES/NO）

変数の種類：質的変数 VS 量的変数

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü Д˔Ќˢnumeric ˣ
数値的な尺度で表されるデータ

1. データ（continuous）
区間内の任意の値をとれるデータ
（関連語：区間、浮動小数点数、数値データ）

「風速が 3.1メートル」、「3.15メートル」 、 「3.157メートル」…

2. ╩データ（discrete）
回数のような整数値だけをとるデータ
（関連語：整数、カウント）
「1回」「2回」「3回」

データ型

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü ϸГЁз˔Д˔Ќˢcategorical ˣ
カテゴリを表す値だけを取るデータ

（関連語：列挙、ファクタ、名義尺度）

1. Ṱּפ データ（nominal）
他のデータと区別するために名前が付けられているだけのデータ
「血液型」、「専攻の学部名」

2. פּ データ（ordinal）
明確な順序を持つカテゴリーデータ（関連語：順序付きファクタ）
「満足／ふつう／不満」

3. データ（binary）
（0/1、真/偽）しかない特別なカテゴリデータ

（関連語：論理データ、指標変数、ブール値）

データ型

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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生データを分析に使用できるデータテーブルのセットに変換するプロセス

ü  ᵔρ
生データ
→ 構造と内容を理解

→整理されたデータテーブルを作成
→ テーブル間のリンクを理解（テーブルが複数あった場合）

ü Д˔Ќϼз˔ИрϽ
特徴、変数の種類を理解
→ 重複をフィルタリング 

→欠損観測値を探して管理
→制約を理解

整理されたデータ（TIDY DATA）

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü 4νχᾖ

1. 各観測値が1νχ“を形成する

2. 各変数が1νχ を形成する

3. 各観測単位の種類が1νχГ˔Уиを形成する

4. 各観測値がԁӪχ꜡ ◓ˢIDˣを持つ

ü

Å 作業しやすい

Å データの問題を発見しやすい

Å 透明性があり、他の人が理解しやすい

Å 拡張しやすい

整理されたデータ（TIDY DATA）

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü Hotels Д˔ЌЈАЕ

出典: hotelsデータセット。ウィーン、2017年11月週末

CASE STUDY¡：お得なホテルを探せ

/

Columns/Variables

Ḣ /“
Observations/Rows

hotel_id price distance

21897 81 1.7

21901 85 1.4

21902 83 1.7

Å /

V hotel_id（ホテルID）

V price（価格）

V distance（距離）

Å Ḣ /“

V 各行が1つのホテルを表す

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü ᶆ⁯χ -  мϱЖἹ꜠

パネルデータの扱い

Country imm2015 imm2016 imm2017 gdppc2015 gdppc2016 gdppc2017

India 87 88 88 5743 6145 6516

Pakistan 75 75 76 4459 4608 4771

Country Year imm gdppc

India 2015 87 5743

India 2016 88 6145

India 2017 88 6516

Pakistan 2015 75 4459

Pakistan 2016 75 4608

Pakistan 2017 76 4771

ü ᶆ⁯χ -крϽἹ꜠

出典: 世界開発指標（World Development Indicators）

Ҩ

各行が1つの国、
異なる年が異なる変数

Ҧ 各行が1つの国の1つの年

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü τᴂαοГ˔УиϬὫ›

1. 概念的な情報セットをテーブルのセットにマッピングするデータ構造

2. 各テーブルは行と列で構成

3. 各行は一意の識別子ID（キー）で識別されるйЀ˔Ж（観測値）

4. 1つのテーブルの行は、リンクされた行の一意のID（外部ID）の列を通じて他の

テーブルの行にリンク可能

関係データベース

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理

「学生テーブル」
Å 学生ID
Å 名前
Å 学年
Å 所属学部

「成績テーブル」
Å 成績ID
Å 学生ID（←キー）
Å 試験名
Å 点数



ü ˮϱрϽжрЖπΩϜ σЂАϸ˔ḗ ψ Τˁ˯

出典：www.football-data.co.uk、イングランド・プレミアリーグ11シーズン（2008/2009-2018/2019）
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表１a 試合データ

CASE STUDY：サッカー監督①

Date HomeTeam AwayTeam Home goals Away goals

2018-08-19 Brighton Man United 3 2

2018-08-19 Burnley Watford 1 3

2018-08-19 Man City Huddersfield 6 1

2018-08-20 Crystal Palace Liverpool 0 2

2018-08-25 Arsenal West Ham 3 1

2018-08-25 Bournemouth Everton 2 2

2018-08-25 Huddersfield Cardiff 0 0

άϦψ ήϦθД˔ЌГ˔УиˢTidy data ˣΤˁ

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理

http://www.football-data.co.uk/
http://www.football-data.co.uk/
http://www.football-data.co.uk/


13

CASE STUDY：サッカー監督②

Date HomeTeam AwayTeam Home goals Away goals

2018-08-19 Brighton Man United 3 2

2018-08-19 Burnley Watford 1 3

2018-08-19 Man City Huddersfield 6 1

2018-08-20 Crystal Palace Liverpool 0 2

2018-08-25 Arsenal West Ham 3 1

2018-08-25 Bournemouth Everton 2 2

2018-08-25 Huddersfield Cardiff 0 0

ήϦθД˔ЌГ˔УиˢTidy data ˣ
Å 各観測値は試合で、ᶆ♯›がデータテーブルの個別の行

表１a 試合データ

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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CASE STUDY：サッカー監督③

（代替の）整理されたデータテーブル
Å 各行はЎ˔ЭΥФйϱΰθ♯›（元のデータテーブルの2倍の行数）
Å そのチームの視点から変数を含む：Μνプレイしたか、 ︣は誰か、ІЀϯは何か

Date Team Opponent team Goals Opponent goals Home/away Points

2018-08-19 Brighton Man United 3 2 home 3

2018-08-19 Burnley Watford 1 3 home 0

2018-08-19 Man City Huddersfield 6 1 home 3

2018-08-19 Man United Brighton 2 3 away 0

2018-08-19 Watford Burnley 3 1 away 3

2018-08-19 Huddersfield Man City 1 6 away 0

表１b 試合データ（крϽГ˔Уиˣ

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理



Name Nat. Club From Until

Arsene Wenger France Arsenal 1 Oct 1996 13 May 2018

Unai Emery Spain Arsenal 23 May 2018 Present*

Ron Atkinson England Aston Villa 7 June 1991 10 Nov 1994

Brian Little England Aston Villa 25 Nov 1995 24 Feb 1998

John Gregory England Aston Villa 25 Feb 1998 24 Jan 2002

Dean Smith England Aston Villa 10 Oct 2018 Present*

Alan Pardew England Crystal Palace 2 Jan 2015 22 Dec 2016

出典：www.football-data.co.uk、*Present = 01 July 2019
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CASE STUDY：サッカー監督④

Å 1行が1つの監督-チーム関係
Å 各監督は複数のチームで働いた場合、このデータテーブルに複数回登場
Å 各観測値について：監督名、国籍、チーム名、開始時期、終了時

表２ 監督データ

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理

http://www.football-data.co.uk/
http://www.football-data.co.uk/
http://www.football-data.co.uk/
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CASE STUDY：サッカー監督⑤

ü ḩἰД˔ЌЈАЕ
V チーム-試合観測値を持つ1つのデータテーブル
V 監督-チーム観測値を持つ1つのデータテーブル

ü ⌠ỘТϮϱиχ⌠ Υ ʿ
V チーム-試合レベルの単一データテーブル
V その試合の時の監督が誰だったかの追加変数

しかし、その前にЫ˔ЅрϽˢmerging, Ὣ›ˣが必要...

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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CASE STUDY：サッカー監督⑥

ü Ы˔ЅрϽψД˔Ќ  τӢ

Å ԁ ԁˢ1:1ˣ
同じタイプの観測値を持つテーブルのマージング
例：サッカーチームと現在のスタジアム

Å ԁˢm:1ˣʾ ԁ ˢ1:mˣ
一方のデータテーブルの値が他方のテーブルの複数の値とマッチする可能性
例：サッカーチームと現在の選手（1チームに多数の選手）

Å ˢm:mˣ
両方のテーブルの値が多数の他の値とマッチする可能性
例：サッカーチームと過去の監督（一部の監督は複数のチームで働いた）

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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CASE STUDY：サッカー監督⑦

ü ḩἰД˔ЌЈАЕΤϣᵫ◐ʿ

Å 2つのデータテーブルをマージングしてワークファイルを作成

ü м˔ϼТϮϱиχ ʿ

Å 8,360「チーム×試合」

Å 11シーズン × 20チーム × 38試合 = 8,360

Å データには137人の監督

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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CASE STUDY：サッカー監督⑧

ü ˮϱрϽжрЖπΩϜ σЂАϸ˔ḗ ψ Τˁ˯

Å データ：11シーズン

Å 監督が2つのチームで働いた場合、2つ

のケースとして考慮

Å 指標：1試合あたりの平均ポイント

Å 基準：2.0以上

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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まとめ -整理されたデータ（TIDY DATA）

ü ήϦθД˔Ќχ⌠ ʿ

Å 理解、結合、将来の拡張が容易なデータテーブルのセットを生成

ü ḩἰД˔ЌπψʺIDΥ

ü Ψχ ›ʿ

Å 生データは整理された形式で提供されない

Å 構造、関係を理解し、個別の要素を見つける作業が必要

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü ϵрГϰГϰᵔὨ Entity resolution

1. 重複 Duplicates

2. 識別 Ambiguous identification

3. 非エンティティ行 Non-entity rows 

ü ὧ χ Missing values 

データクリーニング

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü Duplicates

データに複数回現れる観測値

Å ᾖԍʿ

人的エラー（手動入力時）

データソースの特徴（例：分類広告の重複投稿）

Å ：重複観測値をチェックして削除

Å Ӫ ΥΚϥΤ/ϵж˔Τˁ

例：日次株価で同じ株式が異なる価格で2回登場

データクリーニング

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü ꜡ Ambiguous identification 

問題1： αIDπӰσϥϵрГϰГϰ

Å 例：John Smith - 多数存在する可能性

Å 解決：一意のIDを割り当て

問題2：ӰσϥIDπ αϵрГϰГϰ

Å 解決：統一されたIDを使用

重要： 一意のIDが重要

データクリーニング

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü ϵрГϰГϰᵔὨχ

ԁήϦθ τϢϥ ᵔὨ EASY!

データクリーニング

ID Original name Unified name

1 九州大学 Kyushu University

7 九大 Kyushu University

33 Kyushu uni Kyushu University

82 Kyushu university Kyushu University

102 Kyudai Kyushu University

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü ϵрГϰГϰ“ Non-entity rows

データテーブルに含めたくないエンティティに属さない行

全体またはエンティティの一部の変数を›ὓϘθψ ỡβϥ 行

例：世界銀行からダウンロードした⁯ Д˔Ќに含まれる地域の観測値

削除対象：サハラ以南アフリカ（Sub-Saharan Africa）

    東アジア・太平洋地域

  OECD加盟国全体など

データクリーニング

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü ὧ

変数に関する頻繁で重要な問題：

一部の観測値では変数の値が利用できないが、すべてではない状況

Å Ӥ： どの程度欠損しているか？

Å ： なぜ欠損しているか？

データクリーニング

ID gender age income(10,000 yen)

1 male 59

2 female 360

…

100 male 46 530

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü ὧ ʿ ρ Ӥ

1. データの ᶎ ：データ品質（特にカバレッジ）に関連

2. 欠損値の꜡

Å 簡単： “NA”（利用不可）、ドット“.”、空白“ “
Å 困難： 二項で0は「いいえ」、1は「はい」、9は「欠損」
Å 困難： パーセント0-100、9999は「欠損」
Å 困難： 数値範囲1-100000、9999999999は「欠損」

3. 欠損値のϵрЀ˔Ж：集計時は注意が必要

4. 欠損値のϸϳрЕ：有効な情報を持つ観測値が少なくなる

5. 潜在的な НϱϯІ： データはランダムに欠損しているか？

データクリーニング

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü ὧ ʿ ФкЈІχ ᵔ

1. жрЍЭ

データ収集プロセスのエラーによる場合

2. ЉкϘθψˮΜΜΠ˯ϬӪ βϥ ›

これらの場合、欠損値を「ゼロ」または「いいえ」として再コード化すべき

3. Ὁ σὧ

調査回答者が質問の答えを知らない、または回答を拒否する場合このような回答者

は有効な回答を提供する人とは異なる可能性が高い

データクリーニング

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü ὧ ʿ

ṁ σ2νχϷФЄдр

1. 分析で使用するすべての変数に欠損のない観測値に分析を制限

2. 補完（Imputation）

Å 平均値や中央値などの値で欠損値を埋める

データクリーニング

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü ὧ ʿם σϯЖНϱІ

1. より完全に埋められた変数に焦点、しばしばより簡単

2. 欠損が情報を持つ場合

Å 新しい変数（フラグ）を作成して欠損値を捉え、元の変数の代わりにこの変数を

使用

Å 例： 元の変数がTwitterハンドルのテキスト→ その人がアカウントを持っている

かどうかの二項変数の方が興味深い可能性

3. 自動欠損変数補完パッケージ、上級者のみ

τ ︢ τʺ τ σ ›χϙ ḁ˂

データクリーニング

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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① コードを書く

② データの構造を理解

③ データを見て問題を発見

④ 整理されたデータを保存

⑤ 各変数を適切な形式にする

⑥ 変数の説明を作成

⑦ 値が意味のある範囲にあることを確認

⑧ 欠損値を識別し、適切な形式で保存

⑨ データクリーニングのすべてのステップを文書化

データラングリングの一般的なステップ

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü ΜТϮϱи ʿ

Å ЄрФиπṐᵣ ϙ︡Ϥᴦ ʿ慎重：スペース、句読点（.,;）、大文字（Linux）

Å ḧΥ ϙϞβΜʿ "_"（情報の一部）と"-"（読みやすさ）の意図的な使用

Å ЀрСв˔Ќ˔ Ϊτ ΰθʿ早い段階で数字を使用、左詰め（1ではなく01）

例： social_informatics_presentation_li _0917.pdf

pre.pdf

        MYPRE111. pdf

        LI-01.sep.17_work.pdf

ファイルの命名

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理
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ü 3νχйЦи

Å Д˔Ќファイル

Å クリーンで ήϦθД˔Ќファイル

Å ワークファイル

ファイルの構造

変数の種類 | 整理されたデータ | 関係データ | データクリーニング | データ管理



34

ü χ
Å 量的・質的・データ型

ü ήϦθД˔ЌˢTidy data ˣ
Å 4つの原則に基づくデータ構造

ü ḩἰД˔ЌЦ˔І
Å テーブル間のマージング

ü Д˔Ќϼз˔ИрϽ
Å 重複、識別、非エンティティ行、欠損値

ü Д˔ЌḚ
Å ファイル命名とフォルダ構造

要約
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☞データ準備には多くの時間と判断が必要

Åその判断は分析結果に影響する可能性あり

Å判断を繰り返し・再現・変更できるようにコード化

Å作業内容はすべて記録

Å tidyな構造は後の作業を容易にする

MAIN TAKEAWAYS



2025年9月17-19日

第5回

探索的データ分析
（ EDA: EXPLORATORY DATA ANALYSIS）

社会情報学
 

李 文
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内容

出典：有賀友紀・大橋俊介『RとPythonで学ぶ［実践的］データサイエンス＆機械学習【増補改訂版】』（技術評論社、2021年）  
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Å EDAρψ

Å Ḣ╔

Å Ṝ

Å ᴦ♪ᴟ

内容
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ü ϳϰ˔рχШГи◕ χ ᵔʿᴣᶊД˔ЌϬᶨ

Å データ分析をどのように始めるべきか？

Å データの主要な特徴をどう記述・提示するか？

Å さらなる分析に十分なデータの質を確保するため、どのように探索・確認するか？

動機・目的

EDAとは | 変数観察 | 変数記述 | 可視化
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ü EDAρψ

Å 変数を記述すること (describing variables)

ü EDEϬ“Ξ5νχ

1. データクリーニングのᶎ （反復的プロセスの一部）

2. 後続分析の◙ （さらなる分析のため）

3. 後続分析結果の ằ（解釈のため）

4. θσᴿ の発見（研究課題の明確化）

5. シンプルでも重要な Πの提供

探索的データ解析（EDA）

EDAとは | 変数観察 | 変数記述 | 可視化
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ü σ ϬḢ╔βϥ

Å どのような値を取りうるか

Å それぞれの値をどの程度の頻度で取るか

Å 外れ値が存在するか

ü Ḣ╔ΰθάρϬṜ βϥ

記述統計量（主要な特徴の要約）

タスク

目的

変数の理解、比較の実施

EDAとは | 変数観察 | 変数記述 | 可視化
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ü ᵵ

Å ˢϸϳрЕˣ：特定の値を持つ観測数

Å ：全観測に対する割合（パーセント）

ü Ӫ

欠損値がある場合：

Ḣ に対する割合 OR ὧ Ḣ χϙに対する割合（通常の選択）

頻度

EDAとは | 変数観察 | 変数記述 | 可視化
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ü ᶎ ρψˁ

Å 「ある出来事（＝事象）がどれくらい起こりやすいか」という尺度

Å 常に 0〜1 の間の値をとる（0%〜100%）

ü ρχḩἰ

Å 相対頻度：観測データに基づく「実際の割合」

Å 確率：データがなくても理論的に言える「予測的な割合」

例：サイコロ

確率：1が出る確率は 1/6（= 約16.7%）

相対頻度：100回振ったら、1が出た割合 → 少し多いか少ないかはランダムで変動する

「確率」と「頻度」

EDAとは | 変数観察 | 変数記述 | 可視化
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ü βϓοχ ψ Ϭⱱν

Å 変数の分布＝データ内での各値の頻度

Å 絶対頻度（カウント）でも、相対頻度（割合）でも表現できる

Å 分布を見れば、その変数の全体像がわかる

→ 他の変数の値とは独立

ü χ♪ᶐᴟʿПІЕϽжЭ

Å 横軸：変数の値

Å 縦軸：頻度（割合）

Å 棒グラフのような見た目で、分布の形（偏り・広がり）を把握できる

分布とヒストグラム

EDAとは | 変数観察 | 変数記述 | 可視化
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少数の観測で、他より著しく大きいまたは小さい値

ü Ӫ꜡ σ Υ

Å ϵж˔Τˁˢ除去または置換）

Å ϵж˔πψσΜΥʺ ᵰˁ（除去）

Å Д˔Ќχ ל ˁ（保持）

外れ値

EDAとは | 変数観察 | 変数記述 | 可視化



46

CASE STUDY①：ウィーンホテル価格

ü ᴣχ

b. 相対頻度（パーセント）a. 絶対頻度（カウント）

出典：hotels-vienna データセット、ウィーン、ホテルのみ、2017年11月の平日を対象

EDAとは | 変数観察 | 変数記述 | 可視化
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CASE STUDY①：ウィーンホテル価格

ü ᴣᶊχ

b. ヒストグラム： 10ドルビンa. ヒストグラム：個別値

個々の値を表示
→大部分の値がどこにあるかを確認できる

10ドルビン
→ 頻度を把握するのにより有用

EDAとは | 変数観察 | 変数記述 | 可視化
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CASE STUDY①：ウィーンホテル価格

ü ᴣᶊχ

b. ヒストグラム： 80ЖиРрa. ヒストグラム： 40ЖиРр

ビンサイズは重要、より広いビンは頻度のより緩やかな減少を示唆する

EDAとは | 変数観察 | 変数記述 | 可視化
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CASE STUDY①：ウィーンホテル価格

Å全ホテル、3-4星

Å絶対度数（カウント）を使用

Å 0.5Ыϱи のビンを使って

      →外れ値をより詳細に確認可能

Å非常に遠い距離は除去

      →おそらくウィーンではない

図：市中心部からの距離のヒストグラム

EDAとは | 変数観察 | 変数記述 | 可視化
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CASE STUDY①：ウィーンホテル価格

ü ᴣᶊχ

b. ヒストグラム： 1000ドル以上の外れ値を含むa. ヒストグラム： 10ドルビン

EDAとは | 変数観察 | 変数記述 | 可視化

≈15万円
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CASE STUDY①：ウィーンホテル価格

ü ᵬ σД˔Ќϼз˔ИрϽ

完全データから：N=428

1. 宿泊施設タイプでフィルタ（ホテルのみ）：N=264

2. 星評価でフィルタ（3-4星）：N=218

3. 価格の外れ値除去（1012ドル）：N=217

4. 距離でフィルタ（8km以内）：N=214

5. なぜホテルが遠いのかを確認 - city_actual変数を発見 - 少数の

ホテルがウィーンにないことを認識 - 除去：N=207

Ω ：

ホテル

3-4星

1000ドル未満

中心部8km以内

実際にウィーンにある：

N=207

EDAとは | 変数観察 | 変数記述 | 可視化
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要約統計量

ü ὓ ρψ

Å 任意の変数について、統計量はデータセットから計算できる意味のある数値

Å 基本的な要約統計量は変数の分布の最も重要な特徴を記述

ü

Å 中心傾向：平均、中央値、最頻値

Å 散らばり：範囲、四分位範囲、標準偏差、分散

EDAとは | 変数観察 | 変数記述 | 可視化



53

要約統計量

ü ỡ（最もよく使用される統計量）：

Ӷὼ
Вὼ

ὲ
ρ

ここで、 ὼはデータセット内の観測Ὥの変数ὼの値、 ὲは総観測数

例：5つのホテルの価格が：80、90、100、110、120

それぞれをὼ,ὼ,…,ὼとすると：

Ӷὼ
ψπ ωπ ρππρρπρςπ

υ

υππ

υ
ρππ

平均価格は 100ドルなる

EDAとは | 変数観察 | 変数記述 | 可視化
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要約統計量

ü ỡ（最もよく使用される統計量）：

Å 2つの重要な特徴

ὼ ὥ Ӷὼ ὥς

ὼɇὦ Ӷὼɇὦσ

EDAとは | 変数観察 | 変数記述 | 可視化
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要約統計量

ü ṍ

ランダムに選択された観測で期待できる値

ü 記法：Ὁὼ expected value

ü 量的変数： ỡ ρϘμθΨ α

ü 質的変数： τ ḊήϦθ ›χϙὨ ᴦ

Å 二値変数：男性/女性、女性の確率/相対頻度

Å ホテルの品質：1-5星、平均は計算可能だが意味はより曖昧

Å 平均を数値として得るための前提は何か？

EDAとは | 変数観察 | 変数記述 | 可視化
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要約統計量

ü ӡ (quantiles)：データセット内の観測を χ で2つの部分に分割する値

Å ״ (median) ：半分の観測がより低い値、残り半分がより高い値

Å О˔ЈрЌϱи(percentiles) ：第1パーセンタイルは1%の観測が下、99%が上の値

Å ◌ ӡ(quartiles) ：データを4分の1ごとに分割

大きい

小さい

第3四分位数

第2四分位数

第1四分位数

下から75％に位置する値（上から25％）

下から50％に位置する値（中央値）

下から25％に位置する値

EDAとは | 変数観察 | 変数記述 | 可視化
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要約統計量

ü Ω (mode)

Å データ内で最も高い頻度を持つ値 → ԁ ϢΨ οΨϥ

Å 質的データの分析でも特によく使われる

Å 「最も多いホテルの星評価は何か？」

Å 「日本で一番多い血液型は？」

EDAとは | 変数観察 | 変数記述 | 可視化
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要約統計量

ü ἱΰ(central tendency)

Å 平均：ランダムに選択された観測で期待できる値

Å 最頻値：一番よく出てくる値

Å 中央値：データをちょうど半分に分ける値

左右のバランスが取れている 右に裾を引く 左に裾を引く

EDAとは | 変数観察 | 変数記述 | 可視化
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要約統計量

ü ωϣνΦ(spread)

Ӥʺ ₯ʺ ╩

ü Ӥ

最高値（最大値）と最低値（最小値）の差

欠点：外れ値に影響されやすい

EDAとは | 変数観察 | 変数記述 | 可視化
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要約統計量

ü ╩(variance)

データが平均値からどれだけ散らばっているかを示す

ὠὥὶὼ
Ӷ

τ

ü ₯(standard deviation, SD)

データ全体の平均からの散らばり具合を表す統計的な指標

╩χ ₢

ὛὸὨὼ
Ӷ

υ

EDAとは | 変数観察 | 変数記述 | 可視化
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要約統計量

ü ₯(standard deviation, SD)

Å ╩は直感的でない尺度、分散は平均値自体であるため扱いやすい

Å ₯（SD）はランダムに選択された観測と平均の典型的な差を表す

Å 正確には平均ではないが類似

Å 同じ測定単位（例：ドル）

Å α ỡϬⱱν2νχ ʺSDΥ‰Μ̠ ϢϤД˔ЌΥ ╩

Å ファイナンスでは、SDと分散は資産の価格変動性の尺度

Å 高いボラティリティ（volatility）：価格が上下に跳ね上がる

EDAとは | 変数観察 | 変数記述 | 可視化
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ü ἱΰ： 平均、中央値、最頻値、その他の分位数（パーセンタイル）

ü ωϣνΦ： 範囲、四分位範囲、分散、標準偏差

Å 箱ひげ図
最大値

最小値

中央値
75% 第3四分位数

25% 第1四分位数

ヒゲ→

ヒゲ→

要約統計量

EDAとは | 変数観察 | 変数記述 | 可視化

第3四分位数+1.5×IQR

第1四分位数-1.5×IQR

中央値
75% 第3四分位数

25% 第1四分位数

外れ値

IQR

四分位範囲 
Interquartile Range

経験則

「スケルトン型」

「スキーマティック型」
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ü ФкАЕ

カーネル密度(kernel density)推定とも呼ばれる

Å Ớ ：ヒストグラムを包み込む曲線とみなす

ことができる

Å Ͻи˔Фḧχ ᶓ：密度プロットは、グルー

プ間の差異を視覚的に捉えやすくする手法として

利用されることも多い

Å ПІЕϽжЭϬ ḁ：両方を併用することで、分

布の特徴をより詳しく把握可能

要約統計量

EDAとは | 変数観察 | 変数記述 | 可視化

出典：Picolabs.jp. https://picolabs.jp/sas-gtl-densityplot/

https://picolabs.jp/sas-gtl-densityplot/?utm_source=chatgpt.com
https://picolabs.jp/sas-gtl-densityplot/?utm_source=chatgpt.com
https://picolabs.jp/sas-gtl-densityplot/?utm_source=chatgpt.com
https://picolabs.jp/sas-gtl-densityplot/?utm_source=chatgpt.com
https://picolabs.jp/sas-gtl-densityplot/?utm_source=chatgpt.com
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ü ϳϰ˔р vs крЖр

ü 2都市の比較、ホテル市場の違い

ü 条件：3-4星ホテル、「ホテル」のみ（アパートメントなし）、1000ドル未満、actual 

city=ウィーン、actual city=ロンドンに焦点（近郊の関連市町村を除外）

ü hotels-europe データセット

ü ウィーンN=207、ロンドンN=435

ü 比較の方法：グラフvs表

要約統計量

EDAとは | 変数観察 | 変数記述 | 可視化
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ü ШГиᴣᶊ

a. ウィーン、オーストリア b. ロンドン、英国

要約統計量

EDAとは | 変数観察 | 変数記述 | 可視化
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ü 2 ◕χ ᶓʺШГи◕ χӸΜ

Å 密度プロット

Å ヒストグラムより信頼性は低い

Å 主要な特徴は読み取れる

Å 分布の比較がしやすい

要約統計量

EDAとは | 変数観察 | 変数記述 | 可視化
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表：2都市のホテル価格の記述統計量

都市 N 平均 中央値 最小値 最大値 標準偏差

ロンドン 435 202.36 186 49 491 88.13

ウィーン 207 109.98 100 50 383 42.22

ü 2 ◕χ ᶓʺШГи◕ χӸΜ

要約統計量

EDAとは | 変数観察 | 変数記述 | 可視化
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ü 2 ◕χ ᶓʺШГи◕ χӸΜ

Å グラフと表- /ὧ ˁ

Å どちらも重要なメッセージを伝えるために役立つ：(1) 記述と (2) 説明/理解

Å ロンドンのホテル価格は平均してウィーンよりかなり高い傾向

Å ロンドンの価格分布は広く、最低価格はウィーンと近いが、200ドル以上のホテルも多い

→ ロンドンにはウィーンと同等の価格帯のホテルもあるが、より高額なホテルも多数存

在

要約統計量

EDAとは | 変数観察 | 変数記述 | 可視化
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分布

ü ᴟήϦθ Ϭⱱν χ

Å 実際のデータ（経験的分布）ではなく、 σ を示す

Å 各値がとる可能性（確率）を σ （仮想の「データ」や「母集団」）で考える

Å 理論分布は χОжЮ˔Ќ（ parameter、平均＆標準偏差）で完全に記述される

→ これらの統計量が分布全体を決定する

EDAとは | 変数観察 | 変数記述 | 可視化



70

分布

ü χᶨ

Å ϢΨ ϣϦθ ˂Ϭⱱνל

Å 実データの変数が理論分布に近い場合

→ その性質を変数にも当てはめられる

Å 実際、ᾝםχ Ψχ ψ τồΨϕςựいことがある

Å Д˔ЌΤϣԁ ᴟβϥ∑τϜ ν

EDAとは | 変数観察 | 変数記述 | 可視化
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分布

ü ṛ （ガウス分布、 Normal distribution）

Å ベル型

Å 分布は2つのパラメータで決定

Å ѧ ψ ỡ(mean)

Å ѭ ψ ₯(SD)

Å 中央値、平均、最頻値は同じ

例：人の身長、IQ など

EDAとは | 変数観察 | 変数記述 | 可視化
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分布

ü ṛ （The log-normal distribution）

Å 非対称、長い右裾を持つ

Å 正規分布に従う確率変数ὼ を変換：

Ὡ → 対数正規分布

Å 常に非負

Å 「A × B × C」っていうのは、対数を取ると

「logA ＋ logB ＋ logC」（正規分布）

例：収入 、企業規模、株価など

EDAとは | 変数観察 | 変数記述 | 可視化
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分布

ü ₮ ʿ χ ˢ ṛ ˣ ֒ ʿ χ ˢ ṛ τựⱨˣ

図：所得 図：対数所得

出典：HRS（Health and Retirement Study）、米国女性55〜60歳

EDAとは | 変数観察 | 変数記述 | 可視化
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分布

ü ϓΦ （The power law distribution）

Å パレート分布

Å 非常に大きな外れ値をよく近似

Å 近接値の相対頻度は大きな値と小さな値で同じ

Å 現実世界：

多くの例だが、しばしば分布全体ではない

例：単語の頻度、都市人口、富、 

YouTube の動画の再生回数など

EDAとは | 変数観察 | 変数記述 | 可視化

急降下
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データ可視化

意識的決定を行い、デフォルト設定に頼らず

ü

誰に何を見せたいのかを明確にし、目的・焦点・対象を決める

ü

どうやって伝えるか、可視化に用いるグラフ（棒、点、線など）を選ぶ

ü ᾋδ χῬ

色や高さなど、グラフの詳細情報を設定

ü ṁ

軸、ラベル、タイトルなど、グラフを支える要素を整える

EDAとは | 変数観察 | 変数記述 | 可視化
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データ可視化

ü ►

目的、伝えたいメッセージ、対象者は何か？

Å 一般原則として、1つのグラフで伝えるメッセージは1つに絞る

Å 一般向けと専門家向けでは、グラフの複雑さを調整する

EDAとは | 変数観察 | 変数記述 | 可視化
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データ可視化

ü ϬὨ

グラフを選ぶ

Å 棒、点、線など

Å 例：時間変化-折れ線、比較-棒グラフなど

ü ᾋδ χῬ

色・高さで情報を表現

Å 色や濃さをたくさん使いすぎないよう注意

EDAとは | 変数観察 | 変数記述 | 可視化
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データ可視化

ü ṁ

      グラフを見やすく、理解しやすくする要素

Å グラフタイトル

Å 軸タイトルとラベル（単位なども）

Å 凡例（色や記号の意味）

Å フォントの種類やサイズ、色のコントラストなど

Å 注釈（グラフに重要なポイントを強調したい場合）

EDAとは | 変数観察 | 変数記述 | 可視化
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ü

Å 使用目的：ԁ ΰΪの分布表示

Å グラフ： （ヒストグラム）、РрЂϱЇʿ20

Å ꞊ЌϱЕи + ϽзАЖπжЦи Ϊ

Å 遠距離ホテル：תּ

    （市中心部からの距離ヒストグラムの例が表示、

      「Too far out」の注釈付き）

データ可視化

EDAとは | 変数観察 | 変数記述 | 可視化
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要約

1. 最も σ に注目

→ 他の変数は、必要に応じて（後の分析で関連が示唆されたときなど）確認する

2. ל

→ 相対頻度（割合）を表にまとめて全体像をつかむ

3.

→ ヒストグラムで分布を確認
→ 必要に応じてデータ変換（例：対数変換など）を検討
→ 外れ値を確認し、どのように扱うかを判断

4. ὓ を確認

→ 分析対象を一部のサブグループに絞るなど、次のアクションにつなげる

5. τᴂαοήϣσϥ ┤Ϭ“Ξ

→ 時系列データ、観測グループ間の比較など
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☞データ分析はEDAから始める

ÅEDAの結果は、データクリーニング、現実チェック、背景理解、追加の質

問に役立つ

Å重要な変数の分布をあらゆる面から確認

Å目的に応じたグラフや表を作成（可視化）

MAIN TAKEAWAYS
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データ一般化
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社会情報学
 

李 文
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Å ԁ ᴟ

Å ὓ

Å ᵰ

内容
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1ʿД˔Ќ ιΪπḁὫβϥ ›

例） ホテル予約サイトで最安値を探す

→ 今あるデータだけで十分！

→ 他への一般化は不要

2ʿ χ ệπϜᴂ ΰθΜ ›

例） 今月の売上データ → 来月の予測に活用

例） A店舗のデータ → B店舗での戦略立案

→ 一般化が必要！

なぜ「一般化」が必要？

一般化 | 統計的推論 | 外的妥当性
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ü Ṱ

手持ちのデータセット から他の状況・未来 への知見の拡張

ü σε ˁ

Å データ分析の最終目標

Å ビジネス意思決定の根拠

Å 予測・戦略立案の基盤

一般化とは？

一般化 | 統計的推論 | 外的妥当性
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ü ὓ ˢStatistical Inference ˣ

Å 「数学的に正しい一般化」確率・統計理論に基づく

ü ᵰ ˢExternal Validity ˣ

Å 「現実的に意味のある一般化」

Å 状況・環境の類似性を評価

両方が揃って初めて信頼できる一般化！

一般化の2つの視点

一般化 | 統計的推論 | 外的妥当性
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ü ế σБ˔иϺАЕ

Å 確立された統計手法

Å 数学的な裏付け

Å 不確実性の定量化

ü Ὧ

「一般的パターン」の存在

Å データが何らかのパターンを表している

Å その規則性が他でも成り立つ

統計的推論

一般化 | 統計的推論 | 外的妥当性
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ü σϾ˔І

母集団（20万人の顧客全体）

↓ 無作為抽出

サンプル（1000人のアンケート）

↓ 分析結果

母集団全体への推論

ü χ Ὧ

サンプル≈ 母集団（分布が類似）

⌠Ӯ が鍵

パターン1：母集団Ÿ標本

一般化 | 統計的推論 | 外的妥当性
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ü ϢΨΚϥ ệ

過去の売上 → 将来の予測

商品A →商品B

今年のデータ → 来年の計画

ü ―Π

「一般的パターン」が存在する

Å 各時点・各製品は、そのパターンの実現例

Å 明確な「母集団」は存在しない

パターン2：過去Ÿ未来

一般化 | 統計的推論 | 外的妥当性
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ü σ ΜΤΪ

手持ちデータの状況と関心のある状況は同じ？

ü Ὣᴮ

○ 高い外的妥当性 →  一般化OK
ṍ 低い外的妥当性 →  一般化危険

ü Ӫ

統計的推論と同じくらい重要だが、数学では解けない

外的妥当性とは

一般化 | 統計的推論 | 外的妥当性



91

ü Step 1ʿ ὓ χ

平均、割合、相関係数など

ü Step 2ʿД˔ЌΤϣ Ϭὓ▄

手持ちデータでの具体的な数値

ü Step 3ʿԁ ОЌ˔рπχ Ϭ

「真の値」の推定

一般化の3ステップ

一般化 | 統計的推論 | 外的妥当性
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「S&P500への投資で、1日で5%以上損失する確率は？ 」

ü Д˔Ќ

期間：2006年8月〜2016年8月（11年間）

観測数：2,519日

内容：日次リターン（前日比変化率）

ü

来年の投資判断に活用したい！

CASE STUDY：株式投資リスク

一般化 | 統計的推論 | 外的妥当性
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ü Д˔Ќ

Å 中央値 ≈ 0%（多くの日は小幅変動）

Å 正規分布に近い形状

Å 5%損失ライン → 稀な事象

CASE STUDY：株式投資リスク

図：株価変動のヒストグラム

注：S&P 500指数の日次変化率（2006-2016）

一般化 | 統計的推論 | 外的妥当性
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ü ˮ ﬞ˯ Ṱ

1日で5%超の下落 = 損失イベント

ü ם Д˔Ќ

2,519日中の該当日数 ÷ 全日数 = 0.5%（2年に1回程度）

ü ᴿ

この「0.5%」を来年の投資判断にどう活用できる？

CASE STUDY：株式投資リスク

一般化 | 統計的推論 | 外的妥当性
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ü ЂрФи ϬἣϤ β

今のデータ = 可能だった多数のデータの1例

ü ἇ

Å 自動車調査（ ᶎ）

母集団：白いトヨタ2万台

サンプル：1000台を抽出

同じ作業を1万回繰り返し

Å 株価データ（ ᶎ）

「歴史の1つの実現例」と考える、別の歴史なら違う結果の可能性

統計的推論

一般化 | 統計的推論 | 外的妥当性
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ü ὓ χˮωϣνΦ˯

各サンプルで計算した統計量（平均等）は毎回異なる→ 統計量にも分布がある

ü ЂрФи ρψ

「サンプル抽出を繰り返すでの統計量の分布」

ü ῏₯ˢSEˣ

サンプル分布の標準偏差 = 「推定値がどれくらいばらつくか」の目安

統計的推論

一般化 | 統計的推論 | 外的妥当性
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ü ЂрФи χ3νχ

1. ˢUnbiasedness ˣ
サンプル抽出を繰り返すでの平均 = 真の値

2. ԁ ˢConsistency ˣ
標本サイズが大きい → 正規分布に近づく

3. ῟ ˢEfficiency ˣ
標本サイズが大きい → 標準誤差が小さい
（精度が向上！）

統計的推論

一般化 | 統計的推論 | 外的妥当性
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ü ︣

1. 11年データから900日をランダム抽出

2. 5%損失の割合を計算

3. 1万回繰り返し

4. 結果の分布を観察

ü ЄЬвй˔ЄдрὫᴮ

最小値：0.1%

最大値：1.25%未満

中央付近に集中

CASE STUDY：株式投資リスク

図：サンプリング分布

一般化 | 統計的推論 | 外的妥当性
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ü ЂрФиЂϱЇχֲố

n=500    → 分布が広い、やや歪み

n=1000  → 分布が狭い、対称性向上

ΦσЂрФи = ϢϤ ᶎσ

CASE STUDY：株式投資リスク

図：サンプリング分布（n=500 / n=1000）

一般化 | 統計的推論 | 外的妥当性
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ü χ ᶎם

「0.5%」は推定値 → 真の値は不明

ü Ỹḧρψ

「真の値がこの範囲にある確率 = 95%」

ü ὓ▄꜠

90%信頼区間 [a, b] = 推定値 ± 1.64×標準誤差

95% Ỹḧ [a, b] = ˶ 1.96˷ ῏₯

99%信頼区間 [a, b] = 推定値 ± 2.58×標準誤差

信頼区間（CI）

一般化 | 統計的推論 | 外的妥当性
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ü ῏₯(SEʺStandard error)

1ʿ ꜠πὓ▄

ὛὉ
„

ὲ

標準偏差„ ↑         → 標準誤差 ↑（当然）
サンプルサイズὲ↑     → 標準誤差 ↓（精度向上）

データのばらつき„が大きい/サンプルὲが小さい →  推定の不確実性が高い

2ʿУ˔ЕІЕжАФˢbootstrap ˣ

コンピュータでシミュレーション

信頼区間（CI）

SD、標準偏差

サンプルサイズ

一般化 | 統計的推論 | 外的妥当性

ὛὈ
Вὼ Ӷὼ

ὲ
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˲ὓ▄ ˳ᶴ꜠χ Ỹḧ

推定値（平均）：0.5%

サンプルサイズ（Ｎ）： = 2,519

標準偏差（SＤ）：0.07

ü ὓ▄ᵃ

標準誤差（ SE ）= 0.07 × (1/√2,519) = 0.07 × 0.02 = 0.14%

95%CI = 0.5% ± 2×0.14% = [0.2%, 0.8%]

ü ᵔּת

5%超損失は「0.2〜0.8%の確率」で発生

信頼区間（CI）

一般化 | 統計的推論 | 外的妥当性
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ü ︣

1. 統計量を決める（例：平均）

2. データから推定値を計算

3. 標準誤差を求める

4. 信頼区間を構築：推定値 ± 1.96SE（95%信頼区間）

5. 結果を解釈

ü ᶨ

統計的推論の基礎ツール、不確実性の定量化、意思決定の材料

信頼区間（CI）

一般化 | 統計的推論 | 外的妥当性
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ü σ Μ ΰ

統計的には正しいが、現実的に意味がある？

ü ᵈˑχḩ

「来年の投資判断」への適用

ü Д˔Ќχ ὂ

「過去11年間（2006-2016）」

外的妥当性

一般化 | 統計的推論 | 外的妥当性
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ü 3 ᴿ

1. Ⱳḧの問題
過去 vs 未来
Å データ：2006-2016（金融危機含む）
Å 関心：来年の状況
Å リスク：時代背景の変化

2. ӽの問題

アメリカ vs 他国
Å データ：S&P 500（米国市場）
Å 関心：日本市場への適用？

3. の問題

個人投資家 vs 機関投資家

外的妥当性

一般化 | 統計的推論 | 外的妥当性
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ü ᶴ꜠ ⱢзІϼ

ὓ CIʿ[0.2%, 0.8%]

ᾝם σ ᶎם ψˁ

Å 2008年金融危機は含むが...

Å 2000年ITバブル崩壊は含まず

Å 次の危機はどちらに近い？

χCIψϜμρῲΜΤϜ∑ם

外的妥当性

一般化 | 統計的推論 | 外的妥当性
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ü РАϽД˔Ќχ

サンプルサイズ：大（n = 百万〜億）

統計的CI：極めて狭い

ˮ ΦσЂрФи = ᶎ˯ψ῏Ϥ˂

ü ᴿ

大≠代表的（偏ったデータの可能性）

行動変化（人々の学習・適応）

ᵰ χ ψϚΰϧ

ビッグデータ時代の注意点

一般化 | 統計的推論 | 外的妥当性
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要約

1. ԁ ᴟρψ

なぜ「一般化」が必要

2つの視点

2. ὓ

信頼区間（CI）

標準誤差(SE）

2. ᵰ

3大課題
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☞一般化するとは、母集団や一般的パターンの値を推測すること

ÅStep 1：信頼区間で値の範囲を推測

ÅStep 2：外的妥当性を確認（知りたい母集団とデータの母集団の近さ）

Åビッグデータでは推測よりも外的妥当性が重要

MAIN TAKEAWAYS
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